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1. LLMとは



LLMとは何か

LLM（ Large Language Models：大規模言語モデル ）= 入力されたテキストの続きを予測する補完エンジン

例

- 入力：「昨日、テレビが壊れました。今は電源を入れることが」

- LLM：「できません。」

この単純な仕組みにより、人間が行う様々な実用的タスクをLLMが実行できる。

代表的なサービス：

• OpenAI「ChatGPT」

• Anthropic「Claude」

• Google「Gemini」



生成AIとLLMの違い

生成AI
テキスト・画像・音声・動画など、さまざまなコ
ンテンツを生成するAIの総称

LLM
生成AIの一種で、テキスト（言語）に特化したモデル



AIの進化の速さ

LLMはここ数年で急速に進化している。数ヶ月単位で新しいモデルが登場し、できることが広がり続けている。

2022年11月

ChatGPT（GPT-3.5）公開

AIが一般に普及するきっかけに

2023年3月

GPT-4 公開

精度が大幅に向上
2024年〜現在

Claude 4.5、Gemini 2.5、GPT-4oなど各社が競う

ように新モデルをリリース

この進化はまだ加速しており、今日お話する内容も半年後にはアップデートが必要になる可能性がある。



2. LLMが得意なこと



LLMが得意なこと①：翻訳

• 多言語間の翻訳を高い精度で実行できる

• 文脈やニュアンスを考慮した自然な訳文を生成できる

• 専門用語を含む文書でも、指示を与えれば用語を統一して翻訳できる

入力：

Revenue for the fiscal year ended March 2024 increased 12% year-over-year to ¥150 billion, 
primarily driven by strong demand in the semiconductor segment.

出力：

2024年3月期の売上高は、半導体部門の旺盛な需要を主因として前年同期比12%増の1,500億円となった。



LLMが得意なこと②：要約

• 長文のレポートや議事録を短くまとめることができる

• 「3行で要約して」「経営層向けに要約して」など、目的に応じた要約が可能

入力：10ページの議事録

指示：経営層向けに3行で要約して

出力：

①新規事業への投資50億円を承認。

②海外子会社の再編スケジュールを確定。

③次期中期経営計画の策定を来月開始する方針で合意。



LLMが得意なこと③：質問応答

• 与えられたテキストに基づいて質問に回答できる

入力：

業務委託契約書のテキストデータを与えた上で「中途解約の条件を教えて」と質問

出力：

本契約の中途解約には、解約希望日の3ヶ月前までに書面で通知する必要があります。また、委託者側からの中

途解約の場合、未完了の業務に対する報酬の50%を違約金として支払う旨が第12条に定められています。



LLMが得意なこと④：データ抽出

• テキストから必要な情報を抜き出すことができる
• 入力で指定した項目を構造化データとして抽出できる

入力：
請求書のテキストデータを与えた上で「取引先、金額、請求日、支払期限を抽出して」と質問

出力：（Markdown形式の表などで出力可能）

項目 抽出結果

取引先 株式会社○○商事

金額 1,320,000円（税込）

請求日 2025年1月15日

支払期限 2025年2月28日



LLMが得意なこと⑤：分類

• テキストデータを指定したカテゴリに分類できる

入力：
以下の取引内容を勘定科目に分類してください。
・「4/10 クライアント先への訪問のためタクシーを利用 ¥3,200」
・「4/12 業務用コピー用紙をAmazonで購入 ¥4,980」
・「4/15 取引先A社との忘年会 飲食代 ¥45,000」

出力：（Markdown形式の表などで出力可能）

項目 分類結果

タクシーで客先訪問 旅費交通費

Amazonでコピー用紙購入 消耗品費

取引先との忘年会 交際費



LLMの活用例（会計領域）

分類

仕訳データの勘定科目の分類

抽出

契約書や請求書からの金額・日付・取引先の抽出

要約

会計基準・税制の変更点の要約

文章の校正・リライト

報告書やクライアント向け文書の文章を読みやすく整

える



3. LLMが苦手なこと



LLMが苦手なこと①：計算

LLMは「次に来る単語（左から右読みで上下は不得意）を予測する補完エンジン」であり、

正解を計算して導き出しているわけではない。

そのため、正確な答えが1つに決まる数値計算とは本質的に相性が悪い。

• 桁数の多い四則演算や、複雑な数式の計算で誤りが起きやすい

• 「それらしい数字」を予測しているだけなので、自信満々に間違えることがある

質問：

以下の計算をして。

「1,234,567 × 987,654 = ?」

出力：

1,219,326,311,218 です。

（正解は「1,219,325,035,818」）



LLMが苦手なこと②：高度な専門知識が必要な仕

事

LLMは大量のテキストデータから学習しているため、学習データに十分な情報が含まれていない領域では不正確な

回答をする可能性がある。

特に最新の情報や、公開されていない情報はそもそも学習データに含まれない。

例

• 最新の情報

• 一般にネットに公開されていない情報



LLMの拡張：ツールとの組み合わせ

LLMは、ツールと組み合わせることで苦手な領域を補える。

ツールとは：

LLMが利用できる外部の道具のこと。

例：

Excel、会計ソフト（freee、マネーフォワード等

）、Web検索、Notionなど

LLMは指示の解釈・文章化を担当し、計算やデータ

取得はツールに任せる、といった役割分担をする

ことでLLM単体ではできなかったタスクが実行可能

になる。



ツール連携の活用例

例：経費データの修正と報告メールの文面の作成

1. ユーザー：「この経費データを部門別に集計して、結果を報告するメール（下書き）を書いて」

2. LLM：指示を解釈し、集計が必要と判断

3. LLM：ツール（Excel / Python 等）を呼び出し

4. ツール：部門別合計を集計し、結果のテキストデータを返す

5. LLM：集計結果を要約し、報告メールの文面を生成

6. ユーザー：内容を確認・修正して送信

※ このようにLLMがツールを使い分けてタスクを実行する仕組みを「AIエージェント」と呼ぶ



4. LLMの仕組み



LLMが行う学習の内容

事前学習

• 大規模なテキストデータ（Web・論文・Q&Aなど）で

学習

• GPT-3は570GBのテキストで学習

人間のフィードバックによる強化学習

• 人間の評価者が「良い回答」と「悪い回答」を評価

する

• HHH（Helpful、Honest、Harmless）な回答を目指す



LLMの出力の仕組み

LLMは、文章を一気に完成させるのではなく、トークン（文字のかたまり）を1つずつ付け足していく。

トークンとは

AIがテキストを処理する際の最小単位

"Hello, world!"

[Hello][,][ world][!]

（4トークン）

"こんにちは、世界！"

[こん][に][ち][は][、][世界][！]

（8トークン）

"strawberry"

[str][aw][berry]

（3トークン）

• 英語は1単語＝1〜2トークン

• 日本語は1〜2文字＝1トークン（日本語の方がトークン数が多くなりやすい）

• LLMの利用料はトークン数に応じて課金されるため、トークン数がコストに直結する

• LLMのモデルには 一度に理解できる最大量（コンテキストウィンドウ）が存在する



例

入力（プロンプト）：

「空はなぜ」

1回目（予測 → 出力）：

予測：次に来そうなのは「青い」

出力：空はなぜ青い

2回目（予測 → 出力）：

入力：空はなぜ青い

予測：次に来そうなのは「の」

出力：空はなぜ青いの

3回目（予測 → 出力）：

入力：空はなぜ青いの

予測：次に来そうなのは「か」

出力：空はなぜ青いのか

LLMの出力の仕組み



重要な特徴：LLMは同じ質問をしても毎回答えが

変わる

LLMは次に来る単語を確率で予測し、その確率に応じてランダムに選んでいる。

そのため、同じ質問でも毎回少し違う答えが出る。

例：

「東京の天気は」

 ↓  次の単語の候補として

「晴れ(60%)」「曇り(25%)」「雨(15%)」



次の単語を選ぶ際の「ランダムさの度合い」を調整するパラメータを temperature と呼ぶ。

temperature が低い

堅実な回答（最も確率の高い単語を選びやすい）

例：temperatureが0（最小値）の場合、毎回同じ出

力になる

"One, Two, " に続くトークンの予測

• "Three" : 51% ← 常にこれを選ぶ

• "Buckle" : 31%

temperature が高い

創造的な回答（確率の低い単語も選ばれやすい）

例：temperatureが1（最大値）の場合、

実行ごとに異なる出力になる

"One, Two, " に続くトークンの予測

• "Three" : 51% ← 51%の確率で選ぶ

• "Buckle" : 31% ← 31%の確率で選ぶ

重要な特徴：LLMは同じ質問をしても毎回答えが

変わる



重要な特徴：LLMは嘘をつく

LLMは「正しいこと」を言おうとしているのではなく、「それらしい続き」を生成しているだけ。

質問：「明日の東京の最高気温は？」

LLMの中で起きてること

 • 実際に天気予報を“見て”いるわけではない

 • 学習データにある「東京の春はこのくらい」「この時期は雨が多い」みたいな一般的傾向と、文章の流れか

ら“もっともらしい答え”を予測して作る

この現象を ハルシネーション（幻覚） と呼ぶ。



5. LLMの出力を改善する方法



LLMの出力を改善する方法

LLMはハルシネーション（幻覚）を起こす可能性がある。

出力の質を高めるには、主に3つの方法がある：

1 プロンプトチューニング

指示の出し方を工夫する

2 RAG（Retrieval-Augmented Generation）

外部の知識を参照させる

3 ファインチューニング

モデル自体を特定用途に最適化する



6. LLMの出力を改善する方法①：

プロンプトチューニング



プロンプトチューニングとは

プロンプトとは、LLMに与える指示や質問のこと。

このプロンプトの書き方を工夫することで、出力の質を改善する方法をプロンプトチューニングと呼ぶ。

代表的な方法：

重要な情報は最初か最後に配置する

プロンプトの中間部分はLLMが忘れやすい

CoT（Chain of Thought）

段階的に考えさせる

Few-shot

回答のお手本を示す



プロンプトチューニング①：重要な情報は最初か最後

に配置する

LLMにはプロンプトの「最初と最後」をよく覚えているが、中間はあまり覚えていないという特性がある。

例：中盤の「外部講師か社内の先輩社員か」が最も重要な質問だが、的外れな回答をする可能性がある

# やりたいこと
来月の社内研修の企画を考えたい。

# 背景
昨年の研修は座学中心で、参加者アンケートの満足度が低かった。 今年は実践的な内容にしたいという声が多
い。 対象は新入社員20名で、研修期間は2日間。 会場は本社の会議室を使う予定。

外部講師に依頼すべきか、社内の先輩社員が担当すべきか？
どちらが効果的か悩んでいる。

# 欲しいアウトプット
- 推奨する研修形式
- 2日間のタイムテーブル案
- 必要な準備物リスト



プロンプトチューニング①：重要な情報は最初か最

後に配置する

対策：リフォーカス

プロンプトの末尾に重要な指示を改めて繰り返すことで、LLMの注意をそこに向け直す。

例：

リフォーカスなし

→ 中盤の質問が軽視され、的外れな回答をする可能性がある

リフォーカスあり

プロンプトの末尾に質問したい内容を追加する

「※改めて確認：外部講師と社内の先輩社員のどちらが適切か、予算と効果の観点を中心に回答してください」

→ 末尾で核心的な質問を繰り返すことで、LLMの注意を向け直す



プロンプトチューニング②：CoT（Chain of 
Thought）
LLMはトークンを左から右へ順番に予測していくため、「後戻り」ができない上に、

「立ち止まって考える」こともできない。

例：「AとBのどちらが適切ですか？」と聞くと、LLMはまず直感的に「Aです。」と出力し、その後に理由を後

付けで生成する。考えた結果Aを選んだのではない。

CoTの実践：

最終的な回答を出す前に、思考の過程を出力させる手法。これにより、推論のステップがトークンとして生成され

、後続の出力がそのステップと整合性を保つようになる。

「この取引の仕訳を教えて」

「この取引について、①取引の性質、②該当する勘定科目、③借方・貸方の金額、の順に考えてから仕訳を示

してください」



プロンプトチューニング③：Few-shot
LLMへの指示の出し方には、お手本を見せるかどうかで2つのアプローチがある。

Zero-shot

お手本なしで直接指示する

プロンプト：「以下の取引内容から勘定科目を分類

してください：社員研修のテキスト代」

Few-shot

回答のお手本をいくつか示してから指示する

プロンプト：「以下の例にならって、取引内容から

勘定科目を分類してください。

- タクシー代 → 旅費交通費

- コピー用紙 → 消耗品費

- クライアントとの会食 → 交際費

では、以下の取引を分類してください：社員研修の

テキスト代」

Few-shotはお手本を用意する手間がかかるが、出力のフォーマットや判断基準が安定しやすい。



7. LLMの出力を改善する方法②：

RAG



RAGとは

Retrieval-Augmented Generationの略称で、日本語では「検索拡張生成」と言う。

LLMの回答生成前に、関連する文書を検索して結果をプロンプトに追加する手法。

学習データにない情報でも、参照情報に基づいて回答でき、ハルシネーションを減らせる。

処理の流れ：

1 ユーザーが質問する

2 関連する文書をデータベースから検索

3 検索結果（テキストデータ）をLLMに渡す

4 LLMが検索結果を踏まえて回答を生成



RAGで改善されること・改善されないこと

改善されること

• LLMが学習していない最新情報や社内固有の情報に

基づく回答が可能になる

• 出典を明示できるため、回答の根拠を確認しやすく

なる
例：

自社の会計基準マニュアル、過去の提案書、クライア

ント固有の情報を参照した回答

改善されないこと

• 検索対象の文書自体が不正確であれば、回答も不正

確になる

• LLMの文章生成能力そのものは変わらない（言い回

しや表現の質は改善しない）



8. LLMの出力を改善する方法③：フ

ァインチューニング



ファインチューニングとは

特定の用途に合わせた追加データでLLMを再学習させ、モデル自体を最適化する手法。

• 業界特有の専門用語を正確に使えるようになる

• 特定のフォーマットや文体に沿った出力が安定する



ファインチューニングで改善されること・改善され

ないこと

改善されること

• 特定業務での出力品質の向上（例：監査調書のフ

ォーマットに沿った文章生成）

• 業界固有の表現・用語の正確な使用

改善されないこと

• 学習データに含まれない情報への対応

• ハルシネーション自体の根本的な解消



9. LLM導入の判断軸



LLM導入の判断軸

まずはプロンプトチューニングから始め、足りなければ段階的に投資を増やす。

手法 コスト 規模感 適したケース

プロンプトチューニング 低 1人で始められる 汎用的な文章作成・要約

RAG 中 スモールプロジェクト 社内固有の情報を使いたい

ファインチューニング 高 専任チームが必要 業界特有の形式・用語に揃

えたい

LLM自作 最高 研究開発レベル 完全に独自のモデルが必要



まずはプロンプトチューニングから始め、足りなければ段階的に投資を増やす。

LLM導入の判断軸



重要なこと：LLMは間違える前提で使う

LLMの出力をそのまま最終成果物にせず、必ず人間がレビュー

する仕組みを組み込む。これを Human in the Loop と呼ぶ。

どの手法を選んでも、最終判断は必ず人間が

行う。これがLLM活用の大原則。



10. まとめ



AI活用による会計コンサル業務プロセス比較

AIがプロセスの中核を代替することで、単純作業から解放され、コンサルタント本来の業務に専念することができる。

→ その結果、「工数削減・提案の精度向上・属人化解消」が期待される

データ散在

紙・Excel・メールなどの管理の手間

手作業照合

転記・確認が人頼み

手戻り修正

修正作業による負荷の増加

期末に作業が集中

締切前に長時間残業

データ統合

システム連携で一元管理

AIによる自動照合

異常パターンを即時検知

アラート提示

要確認項目のみ自動抽出

最終判断

本来の業務に集中できる



まとめ

LLMの基礎

• LLMは「次の単語を確率で予

測する」仕組み

• 翻訳・要約・データ抽出など

言語処理が得意

LLMの出力を改善する方法

• プロンプトチューニング：指

示の工夫（コスト低）

• RAG：外部知識の参照（コス

ト中）

• ファインチューニング：モデ

ルの最適化（コスト高）

LLM導入の判断軸

• コスト：まずはプロンプトの

工夫から段階的に行う

• 重要なこと：LLMは間違える

前提で使う


